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Resumo Esse trabalho analisa o efeito da aplicacao de diferentes valores
nos parametros para resolugdo de problemas usando algoritmos genéti-
cos. Um algoritmo simples é usado em um problema trivial permitindo
um grande numero de experimentos em pouco tempo e simplificando a
analise.
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1 Introducgao

A relacdo entre os parametros em Algoritmos Genéticos é um toépico bastante
estudado [3]. A proposta desse trabalho é contribuir modestamente nessa area
apresentando os resultados de experimentos com diversos parametros e estabe-
lecendo um critério simples de anéalise do problema.

2 Algoritmos Genéticos e Racket

Algoritmos Genéticos baseiam-se nas ideias da Biologia Evolutiva. Em resumo,
é preciso uma populagao de individuos capaz de se reproduzir, seus descendentes
devem estar sujeitos a variacao genética, normalmente na forma de mutacdo, e
os mais aptos devem ser selecionados para dar prosseguimento & proxima gera-
gao [1].

Isso se traduz, computacionalmente, em um conjunto de solucoes possiveis
chamadas de individuos. Esses individuos sao testados contra uma funcao que
mede sua adequagao ao problema, quanto mais adequado o individuo, maior o
valor retornado por essa fungao, chamada func¢ao-objetivo ou funcdo de fitness.

Os individuos sao sorteados para reprodugdo dois-a-dois de acordo com sua
pontuagdo com a fungdo-objetivo. Os melhores possuem mais chances participa-
rem na criacao de novas solugoes para a proxima rodada, chamada geracao.

Apos a selegao, sao geradas novas solugoes misturando-se as caracteristicas
a partir desses individuos em um processo nomeado cruzamento ou crossover.

Ao final, antes do processo se repetir com uma nova geragao de individuos,
um processo de mutacdo ocorre, alterando-se aleatoriamente algumas das carac-
teristicas dos individuos resultantes.

Esse processo se repete continuamente até que uma solugao adequada ao pro-
blema seja encontrada ou até que um ntmero limite de geragoes seja computado.



Nesse trabalho, foi implementado uma versao simples do algoritmo acima
na linguagem chamada Racket. Essa implementacao foi usada na condugao dos
experimentos.

Racket é um dialeto do Scheme [2] com a proposta de ser uma linguagem
para a criagao de linguagens. Apesar de nao possuir bibliotecas para Algorit-
mos Genéticos prontas como em Python ou em Java, ela permite a codificagao
suscinta e uma execugao eficiente dos algoritmos.

3 Metodologia

Para esse estudo, foram escolhidos trés problemas de pequena dimensao em que
suas solugoes sao conhecidas. Em cada um desse problemas, um algoritmo gené-
tico simples foi aplicado variando-se dois parametros: tamanho da populagao e
probabilidade de mutagao. Foi analisado o ntimero geragoes até que um primeiro
individuo aparecesse como solugao do problema e a quantidade de individuos
gerados até que a solugao fosse encontrada. Esse ultimo fator é grosseiramente
proporcional a capacidade computacional necessaria para se encontrar a solugao.
A partir de uma populagao aleatériamente gerada, o problema a ser resolvido
pelo algoritmo é encontrar um individuo que seja igual ao modelo proposto. A
funcao de fitness é a diferenca entre o individuo sendo testado e esse modelo.

3.1 Os Modelos

Os modelos sao caracteres “X” representados em grades quadradas em trés ta-
manhos diferentes, como mostrado na figura 1.

Figura 1. “X” em modelos de tamanhos diferentes

Sao apresentadas trés versoes desse modelo em ordem crescente de complexi-
dade. O primeiro é um simples 3x3, o segundo possui dimensoes 4x4 e o ultimo
modelo é uma grade 5x5. Cada um deles é representado computacionalmente
por um vetor de zeros e uns.



O “X” na versao 3x3, por exemplo, é representado por [1, 0, 1, 0, 1, 0, 1, 0,
1]. Ou, em uma formatagao que torna a visualizagdo mais ébvia:
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Os vetores 3x3, 4x4 e 5x5 sao representados respectivamente por:

[1, 0, 1, [1, 0, O, 1, [1, 0, 0, O, 1,
0, 1, 0, 0,1, 1, 0, 0,1, 0, 1, O,
1, 0, 1] 0, 1, 1, 0, 0, 0, 1, 0, O,
1, 0, 0, 1] 0, 1, 0, 1, O,

1, 0, 0, 0, 1]

A populagao é apresentada em trés tamanhos: 10, 100 e 1000 individuos.

A probabilidade de mutagdo é apresentada em quatro configuragdes: 1/10,
1/100, 1/1000 e 0O (zero). A quarta configuragao, 0 (zero), equivale efetivamente
a remover o componente de mutagao do algoritmo e acaba funcionando como
um balisador para a relevancia da mutacao na solugao.

Um dos problemas ao se remover a mutacao do algoritmo é que a populagao
inicial precisa possuir todos os “genes” suficientes para a resolugao ou ele nao
chegard a uma solucao. Por exemplo, considerando qualquer um dos modelos
“X”, se na populagao inicial nao houver sequer um individuo com o valor “1” na
primeira posi¢ao do vetor, o algoritmo sera incapaz de chegar & solugao.

Cada um desses modelos € “resolvido” mil vezes e o nimero de geracoes até
a solugao ser encontrada em cada uma delas é coletada para analise.

Como sao 3 modelos, 3 tamanhos de populagao e 4 probabilidades de muta-
¢ao, temos 36 experimentos ao total.

3.2 Probabilidade de Cruzamento

No algoritmo adotado nao ha probabilidade de cruzamento. Uma vez que dois
individuos sao selecionados para cruzamento, eles sempre gerarao filhos e nunca
serao transferidos para a geragao seguinte.

Essa decisao simplifica o problema, diminuindo em um o ntmero de parame-
tros a ser analisado. Por outro lado, os melhores individuos tém boas chances de
passar para a geracao seguinte dependendo do tamanho da populagao, pois se
selecionados pais iguais, filhos iguais serao gerados, efetivamente “preservando”
o individuo de uma geragao para seguinte.

E possivel calcular essa probabilidade da sequinte forma:

cruzamentos

P(preservacao) = 1 — (1 — P(escolha)?)

Sendo P(escolha) a probabilidade de um individuo ser escolhido para cruza-
mento e cruzamentos o numero de cruzamentos a serem feitos para preservar o



tamanho da populagao. Por exemplo, em uma populagao de 10 individuos e con-
siderando que cada cruzamento gere 2 filhos, sao necessarios 5 cruzamentos para
se preservar o tamanho da populacio. Nesse cenario, um individuo que tenha 10%
de chance de ser selecionado para cruzamento possui 1 — (1 -0, 12)5 = 0,0602,
ou seja, cerca de 6% de chance de ser preservado na geragao futura. Nas mesmas
condigoes, mas considerando uma populagao de 100 individuos a probabilidade
de preservacao sobe para aproximadamente 39,5% e em 1.000 individuos fica em
torno de 99,34%.

3.3 Tamanho do Espacgo de Busca

Um item importante a ser medido para se compreender o comportamento dos
pardmetros é o tamanho do espago de busca, no caso presente isso significa
quantas configuracoes de zeros e uns sao possiveis para cada tamanho do vetor.

A representacao do indiduo como um vetor binario torna essa analise bastante
simples. O tamanho do espaco de busca é dado por 2tamanho dovetor (3 pmero
de elementos no vetor, por sua vez, é dado pela multiplicacao dos lados da grade,
ou seja, na grade 3x3 ele é 9, enquanto que na grade 5x5 possui tamanho 25.
Em grades quadradas isso significa que o nimero de elementos de vetor é dado
por lado da grade®.

A formula final para o tamanho do espago de busca s dado por:

2
tamanho do espaco de busca = 2'ado da grade

Dessa forma, o tamanho dos espacos de busca para cada modelo séo:

— 3x3: 232 =512
— 4x4: 242 = 65.536
— 5x5: 25 = 33.554.432

Em outras palavras o espaco de busca cresce de maneira exponencial qua-
dratica pelo tamanho da grade dos modelos apresentados.

3.4 Probabilidade de Sucesso por Selegao Aleatoéria

Uma medida 1util para se compreender a eficiéncia do algoritmo genético é
compara-lo com a probabilidade de se encontrar a solu¢ao para o problema ao
se criar aleatoriamente um individuo.

A probabilidade de se encontrar o modelo ao se gerar um unico individuo é
de:

1
tamanho do espago de busca

P(modelo) =

No caso do modelo 3x3, isso significa que P(modelo 3x3) = %, enquanto
1

que o modelo 5x5 diminui a probabilidade para P(modelo 5x5) = sz =5.



A criac¢do de novos individuos aleatérios sucessivamente aumenta a probabi-
lidade do modelo estar entre eles.

tamanho do espago de busca — 1

namero de individuos aleatérios
tamanho do espago de busca )

P(modelo) = 1 — (

Por exemplo, usando a grade 3x3, em 10 individuos aleatoriamente gerados
como populagao inicial, existe a probabilidade de 1,93% do modelo estar presente
nessa populacao. Ao se gerar uma populagao de 1.000 individuos essa chance sobe
para 85,84%.

A probabilidade da solugao ser encontrada aleatoriamente serve como base
comparativa do algoritmo ou de seus parametros. Se as probabilidades forem
similares, o algoritmo nao é muito mais eficiente que uma busca aleatéria, por
outro lado, quanto maior a diferenga entre as probabilidades, melhor é o desem-
penho do algoritmo.

Essa base nos permite comparar algoritmos com espagos de busca de tama-
nhos diferentes.

No caso do algoritmo genético, a execucao de varios experimentos permite
tragar uma distribui¢ao aproximada de quantos individuos sao necessarios para
alcangar a solucao. Essa distribuicao pode ser comparada a probabilidade de se
encontrar a solugao aleatoriamente para desenhar um quadro sobre o comporta-
mento do sistema.

Para comparagao, é preciso contabilizar o nimero de individuos gerados pelo
algoritmo até a solucdo. A cada geragio, ele cria uma nova populagdo de igual
tamanho a partir da populagao da geracao anterior. Entao, assumindo uma po-
pulacao de 1.000 individuos, a segunda geragao tera criado outros 1.000 indivi-
duos, totalizando 2.000 individuos gerados no processo. O numero de individuos
gerados é simplesmente:

numero de individuos criados = populagao x ntimero da geragao

Assuma, para fins de ilustragao, que no modelo 3x3 o algoritmo encontra a
solugao na 7* geracao em média, precisando de 7.000 individuos para isso. Se
fosse aplicado uma busca aleatoria, a chance de se encontrar a solugao com 7.000
individuos gerados é de cerca de 99,9998%. Ou seja, em média o algoritmo néo é
muito diferente de se criar aleatoriamente individuos até esbarrar com a solugao
correta.

Na falta de um nome melhor, chamemos essa equivaléncia em probabilidade
de indice de convergéncia.

Gerando-se indices de convergéncia para cada conjunto de pardmetros é pos-
sivel compara-los diretamente ®.

! Ronie: me parece que estou no caminho certo de tracar uma equivaléncia entre
uma busca aleatéria e o algoritmo para poder comparé-los com um tnico indice em
espagos de busca diferentes, mas obviamente falta um tltimo passo que nao consegui



4 Resultados

Os resultados dos experimentos se encontram na tabela 1. As trés primeiras
colunas mostram os parametros usados, as colunas seguintes mostram em que
geragao foi encontrada a solugao.

O algoritmo restringe o ntimero de geragoes a 1.000, portanto, uma célula
com esse valor significa que o algoritmo parou antes de conseguir chegar a uma
solucao.

Observa-se que os experimentos com apenas 10 individuos raramente chegam
a encontrar uma solucao nas 1.000 primeiras geragoes, exceto para o problema
mais simples de 3x3.

A quarta e quinta coluna mostram o intervalo de confianca de 95% para se
encontrar o modelo. Isso significa que em 95% das vezes é possivel encontra-lo
entre nesse intervalo de geracoes. E possivel observar que a variacdo diminui
quando se aumenta a populagdo, mas ndo parece sofrer grande influéncia da
probabilidade de mutagao.

As trés colunas seguintes mostram o 1°, 2° (mediana) e 3° quartis. E possivel
observar que elas variam de acordo com o tamanho do espago de busca, em menor
grau pela populagao e quase nao variam devido a probabilidade de mutagao.

Finalmente, as ultimas duas colunas mostram a quantidade média (medi-
ana) de individuos necessaria até se chegar ao modelo e a probabilidade dele ser
encontrado se essa quantidade de individuos fosse aleatoriamente criada, o que
chamamos anteriormente de Indice de Convergéncia. Quanto menor essa por-
centagem, mais longe o algoritmo estd de desempenhar como uma mera busca
aleatoria.

E curioso observar que, nesses experimentos, um problema com espaco de
busca reduzido nao obtem grande beneficio do uso de um Algoritmo Genético.
Entretanto, conforme o espago de busca aumenta, o algoritmo encontra a solugao
muito mais rapidamente em comparagao com a busca aleatoéria.

Outro ponto a ser notado é que uma populagao reduzida ndo consegue gerar
resultados no experimento, por outro lado, uma populacao muito grande tem um
desempenho pior que a populagao de tamanho médio. Ao menos nesses experi-
mentos, o tamanho “correto” da populagao para o tamanho do espago de busca
é o parametro mais relevante para a eficiéncia da solugao.

Finalmente, nesse experimento, a probabilidade de mutagao nao modifica
significativamente a busca. Como discutido anteriormente, dada uma populagao
suficientemente grande para possuir todos os “genes” necessérios para se chegar
a uma solugao, a mutagao nao seria estritamente necessaria. No entanto, quanto
mais “genes” forem precisos para se codificar o problema, mais dificil é para que
a populacgao inicial possui-los todos.

chegar: "quao melhor isso é que uma busca aleatoria?":( Se conseguir chegar em um
raciocinio para isso, acho que tem algo bem interessante que pode ser explorado
na analise de outros algoritmos estocasticos. Por outro lado, ndo consegui achar na
literatura algo nesse sentido, talvez eu nao tenha usado os termos corretos (com
certeza ndo li material suficiente para ver se nao existe uma solugdo melhor na
literatura)



Parametros Geragao até chegar a solugao Desempenho
Grade|Mutacao|Populacao|95% de confianca|1° Quartil|Mediana|3° Quartil|Individuos| IC

3x3 0,1 10 2 1000 16 167 435 1670  |96,17%
3x3 0,01 10 1 1000 12 132 383 1320 |92,42%
3x3 0,001 10 2 1000 40 197 430 1970 |97,87%
3x3 0 10 2 1000 32 135 404 1350  {92,85%
3x3 0,1 100 1 6 2 3 4 300 44,37%
3x3 0,01 100 1 7 2 3 4 300 44,37%
3x3 0,001 100 1 7 2 3 4 300 44,37%
3x3 0 100 1 8 2 3 4 300 44,37%
3x3 0,1 1000 1 2 1 1 1 1000 [85,84%
3x3 0,01 1000 1 2 1 1 1 1000 |85,84%
3x3 0,001 1000 1 2 1 1 1 1000 |85,84%
3x3 0 1000 1 3 1 1 1 1000 [85,84%
4x4 0,1 10 406 1000 1000 1000 1000 10000

4x4 0,01 10 535 1000 1000 1000 1000 10000

4x4 0,001 10 241 1000 1000 1000 1000 10000

4x4 0 10 185 1000 1000 1000 1000 10000

4x4 0,1 100 5 27 11 14 17 1400 2,11%
4x4 0,01 100 5 38 11 14 16 1400 2,11%
4x4 0,001 100 4 27 10 13 17 1300 1,96%
4x4 0 100 6 26 11 14 18 1400 2,11%
4x4 0,1 1000 2 10 5 7 8 7000 |10,13%
4x4 0,01 1000 2 11 5 7 8 7000 |10,13%
4x4 0,001 1000 3 10 5 7 8 7000 |10,13%
4x4 0 1000 2 10 5 7 8 7000 |10,13%
5x5 0,1 10 1000 1000 1000 1000 1000 10000

5x5 0,01 10 1000 1000 1000 1000 1000 10000

5x5 0,001 10 1000 1000 1000 1000 1000 10000

5x5 0 10 1000 1000 1000 1000 1000 10000

5x5 0,1 100 16 183 27 38 57 3800 |0,011%
5x5 0,01 100 18 257 30 41 53 4100 |0,012%
5x5 0,001 100 18 178 31 39 49 3900 |0,011%
5x5 0 100 17 178 29 37 50 3700 |0,011%
5x5 0,1 1000 10 25 16 19 22 19000 |0,056%
5x5 0,01 1000 12 25 16 19 21 19000 |0,056%
5x5 0,001 1000 11 25 17 19 21 19000 |0,056%
5x5 0 1000 11 24 16 18 21 18000 |0,053%

Tabela 1. Resultados brutos




5 Conclusoes

O experimento é pequeno para mostrar dados conclusivos, mas mostra indicios do
comportamento dos paradmetros de maneira bastante consistente. Obviamente,
alteracoes no algoritmo ou alteragoes na forma como o problema é representado
devem alterar esse comportamento.

Futuros trabalhos podem ser feitos usando-se uma metodologia parecida, mas
com modificagbes no algoritmo e no problema para validar os dados aqui obtidos.
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Apéndice

Codigo Fonte do Algoritmo

#lang racket/base
(require threading)
(require racket/list)

(provide individual

; Model
(define
(define
(define

(struct

individual —geno
individual —fit

result

result —epochs

result —best
random—individual
create—individual
run—genetic
run—genetic —with—seed)

—— Parameterization

to fit

reference (make—parameter (0 1 0 0 1 0 0 1 0)))
reference —size (make—parameter (length (reference))))
mutation—probability (make—parameter 0.01))

result (epochs best) #:transparent)



(struct individual (geno fit) #:transparent)

(define (random—individual)
(create—individual (random—genotype)))

(define (create—individual genotype)
(individual genotype (fitness genotype)))

; Creates a random genotype
(define (random—genotype)
(build—list (reference—size) (lambda (_x) (random 2))))

(define (create—population n)
(build—list n (lambda (_x) (random—individual))))

(define (fitness genotype)
(for/sum ([allel—r (reference)]
[allel —g genotype])
(if (= allel—g allel—r) 1 0)))

(define (similarity indl ind2)
(define gl (individual—geno indl))
(define g2 (individual—geno ind2))
(define size (length gl))
(define similar (for/sum ([al gl]| [a2 g2])
(if (= al a2) 1 0)))
(/ similar size))

(define (wheel—for population)
(for/fold ([rslt empty])
([ind population])
(letx ([fit (individual—fit ind)]
[fitness—1ist (make—list fit ind)])
(append rslt fitness—1list))))

(define (wheel—>picker wheel)
(define wheel—length (length wheel))
(lambda () (7>> wheel—length random (list—ref wheel))))

(define (generate—picker population)
("> (wheel—for population) wheel—picker))

(define (crossover . parents)
(define point (random (reference—size)))
(define genotypes (map individual —geno parents))



(define—values (gll gl2) (split—at (first genotypes) point))
(define—values (g2l g22) (split—at (second genotypes) point))
(map create—individual (list (append gll g22) (append g2l gl2))))

(define (mutate ind [probability (mutation—probability)])
(define point (random (reference—size)))
(define genotype (individual—geno ind))
(define (change allel) (if (= 1 allel) 0 1))
(define new—geno (for/list ([(x i) (in—indexed genotype)])
(if (and (< (random) probability)
(= 1 point))
(change x) x)))

(create—individual new—geno))

(define (breed pl p2)
(define somns (crossover pl p2))
(map mutate sons))

(define (run—genetic model target—fitness
#:population [initial —population 25]
#:limit [epoch—limit 1000]
#:mutation [mutation 0.01])
(parameterize ([reference model]
[reference—size (length model)]
[ mutation—probability mutation]|)
(run—genetic—with—seed model target—fitness
(create—population initial —population)
#:limit epoch—limit)))

(define (run—genetic—with—seed model target—fitness initial —population
#:limit [epoch—limit 1000]
#:mutation [mutation 0.01])
(parameterize ([reference model]
[reference—size (length model)]
[mutation—probability mutation])
(define (epoch—for population [epoch 1])
(define best—elems (sort population > #:key individual—fit))
(define best (first best—elems))
(cond
[(>= epoch epoch—limit) (result epoch best)]
[(>= (individual—fit best) target—fitness) (result epoch best)]
[else (epoch—for (new—generation population) (addl epoch))]))
(define (new—generation population)
(define picker (generate—picker population))
(let loop ([rslt ’()])



(if (>= (length rslt) (length initial —population))
rslt
(loop (append rslt (breed (picker) (picker)))))))
(epoch—for initial —population)))

Coédigo Fonte do Experimento
#lang racket/base
(require "genetic—algorithm.rkt")

(require racket/format)
(require math)

(define model—3x3 (1 0 1

—_
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(define model—4x4 ’(

O = = O
O = = O
—_ 0 O

(define model—5x5 ’(

1
0
0
0
1

O = O = O
OO = OO
O = O = O
_0 O O

)

(define pops (10 100 1000))
(define muts ’(0.1 0.01 0.001 0.0))

(define (run—experiment model population mut)
(build—list 1000 (lambda (_x) (run—genetic model
(length model)
#:population population
#:mutation mut))))

(forx ([nametmodel (list (cons "3x3" model—3x3)
cons "4x4" model—4x
"4x4" del—4x4
cons "5x5" model-5x
"5x5" del—b5x5
[population pops]
[mutation—rate muts])
(let* ([rslt (run—experiment (cdr nametmodel) population mutation—rate)]
[generations (map result—epochs rslt)])

(printf " Mutation rate: “a\n" (Tr mutation—rate #:precision 3))
(printf " Population: “a\n" population)



(printf "Confidence 95%: “a to “a\n"

(quantile 0.025 < generations)

(quantile 0.975 < generations))
(printf " 1st Quartile: “a\n" (quantile 1/4 < generations))
(printf " Median: “a\n" (quantile 2/4 < generations))
(printf " 3rd Quartile: “a\n" (quantile 3/4 < generations))
(flush—output)))



